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Кручинин Т.В.1, Медведев М.Г. 2
Студент, 6 курс специалитета 
1МГУ имени М.В. Ломоносова, химический факультет, Москва, Россия 
2НИУ «Высшая школа экономики»; Москва, Россия
E-mail: tymcrit@gmail.com
Для обучения фундаментальных языковых моделей существуют два основных подхода — маскированное языковое моделирование (MLM) и многозадачная регрессия (MTR) [1]. В то время как первый подход является классическим для обучения языковых моделей для задач обработки естественного языка [2], второй более прямо информирует нейронную сеть о некоторых важных свойствах молекул. 
Анализируя эволюцию моделей серии ChemBERTa можно наблюдать интересную картину — в первой версии модели авторы используют подход MLM, во второй версии показывают что подход MTR более эффективен в обучении языковых моделей, а в третьей версии [3] возвращаются обратно к MLM. Однако во всех трёх работах авторы используют лишь один вид функции потерь, не пытаясь явным образом их скомбинировать.
В данной работе проверено взаимодействие данных двух функций потерь друг с другом при совместном обучении модели сразу двум задачам, путём обучения на базе фреймворка ChemBERTa-3 серии моделей с различным соотношением MLM и MTR потерь и анализа поведения функций потерь и градиентов во время обучения модели, а также проверки информативности получаемых с помощью полученной серии моделей представлений молекул путём использования их в бенчмарках MoleculeNet [4] в сравнении с базовыми, необучаемыми, представлениями молекул.
Результаты показывают, что действительно существует синергетический эффект от взаимодействия MLM и MTR потерь, особенно ярко проявляющийся в повышении информативности представлений для физико-химических задач.

Исследование выполнено с использованием суперкомпьютерного комплекса НИУ ВШЭ.
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