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Рассматривается применение физически информированных нейронных сетей (PINN) для решения прямых задач волнового уравнения в 1D и 2D постановках, включая случай неоднородной скорости распространения c(x,y). Цель работы — систематически сравнить точность и устойчивость PINN при разных стратегиях выбора коллокационных точек с эталонным решением, полученным методом конечных разностей (МКР), при сопоставимом вычислительном бюджете.
В 1D тестах для уравнения  на отрезке (0,π) с условиями Дирихле и аналитическим решением  исследованы частоты  и интервалы времени  Показано, что МКР демонстрирует ожидаемую сходимость по сетке (например, при k=8,T=4 L2-ошибка уменьшается с  для  до  для и до  для ), тогда как для PINN рост частоты резко осложняет обучение и требует адаптивных стратегий и/или увеличения числа коллокационных точек.
Для PINN сравниваются две архитектуры: классическая полносвязная сеть с активацией tanh и периодическая архитектура SIREN, предназначенная для аппроксимации осциллирующих функций. Рассмотрены стратегии семплирования коллокационных точек: равномерная (uniform), по невязке PDE (residual), по градиентному индикатору (gradient) и комбинированная (combined), объединяющая индикаторы невязки и градиента (а также информацию о вторых производных через локальные оценки кривизны).
В 2D постановке с неоднородной скоростью (профили типа “градиент”, “слой”, “остров”) эталоном выступает МКР на мелкой сетке . На профиле “градиент” среди tanh-PINN наилучший результат даёт combined-семплирование ( относительно эталона), тогда как на профиле “слой” лучшие SIREN-конфигурации достигают  при заметной чувствительности к выбору стратегии (например, uniform/gradient могут приводить к большим ошибкам порядка 0.6). Это указывает на то, что адаптивность по невязке/комбинированному критерию является критически важной для SIREN в неоднородных средах.
Отдельно исследована устойчивость к шуму и вариативности коллокационных наборов. В серии экспериментов с добавлением шума в данные (σ от 0 до 0.2) стратегия residual демонстрирует наименьший средний уровень ошибки и разброс (например, при σ=0.2 , ), тогда как uniform и gradient характеризуются существенно большим средним и дисперсией. При варьировании числа коллокационных точек наблюдается сильная зависимость качества: для uniform рост N с 500 до 4000 снижает  примерно с 1.00 до , что подтверждает необходимость контролируемого “бюджета” коллокации в сравнениях.
В качестве физически интерпретируемой метрики стабильности дополнительно анализируется энергия . Наблюдается, что для некоторых конфигураций PINN энергия может заметно дрейфовать относительно МКР-эталона, что мотивирует введение энергетического штрафа в функцию потерь или использование маршинга по времени (time-marching) для длинных интервалов интегрирования.
Полученные результаты показывают, что (i) адаптивные стратегии по невязке PDE повышают устойчивость к шуму и улучшают воспроизводимость, (ii) комбинированный критерий даёт выигрыш в сложных режимах, а (iii) архитектурный выбор (tanh vs SIREN) должен согласовываться со стратегией семплирования и постановкой задачи. Перспективы работы включают: энергетически согласованные PINN (energy-based regularization), каскадное обучение по времени и гибридные PINN–МКР подходы для задач со сложной неоднородностью.
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