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В настоящей работе рассматривается задача бинарной классификации несбалансированных данных, возникающая при диагностике технического состояния объектов железнодорожной инфраструктуры. Подобные задачи представляют интерес не только для прикладного анализа данных, но и для физико-технических исследований сложных систем, поскольку связаны с выявлением закономерностей в многопараметрических наборах наблюдений и построением методов прогноза отказов на основе статистического анализа данных [1, 2].

Исходный набор данных содержит 107597 объектов, каждый из которых описывается 145 признаками, характеризующими параметры состояния и эксплуатации участков железнодорожного пути. Целевая переменная является бинарной и указывает на наличие опасного дефекта. Особенностью рассматриваемой задачи является выраженная несбалансированность классов: количество исправных участков существенно превышает число дефектных. В подобных условиях традиционная метрика точности классификации оказывается малоинформативной, поэтому для оценки качества моделей используется F1-метрика, а также показатели TPR, TNR [3].

На первом этапе исследования проведено сравнение ряда распространённых алгоритмов машинного обучения, включая KNN, SVM, гауссовские процессы, решающие деревья, Random Tree, NN, AdaBoost, наивный байесовский классификатор и квадратичный дискриминантный анализ [4]. Для анализа устойчивости методов использовались синтетические наборы данных с различной геометрией распределения объектов (вложенные полумесяцы, концентрические окружности и линейно разделяемые группы).

Показано, что при сильной несбалансированности классов большинство стандартных классификаторов демонстрирует смещение в сторону доминирующего класса. Для повышения качества классификации применялись методы предварительной обработки данных, направленные на балансировку выборки. Рассмотрены алгоритмы undersampling и oversampling, включая Random Undersampling, Cluster Centroids, SMOTE и ADASYN [5, 6]. Эти методы позволяют либо уменьшить число объектов доминирующего класса, либо синтезировать дополнительные примеры класса меньшинства.

Наилучшие результаты среди рассмотренных алгоритмов продемонстрировал метод градиентного бустинга деревьев решений XGBoost [7]. Преимуществом данного алгоритма является использование как первой, так и второй производной функции потерь при оптимизации, что обеспечивает более устойчивое обучение и уменьшает вероятность переобучения.

Дополнительно исследована задача выбора вероятностного порога классификации. Показано, что оптимальное значение порога зависит от требований к диагностике: приоритет может быть отдан либо снижению числа пропущенных дефектов, либо уменьшению числа ложных тревог. Установлено, что оптимальный порог изменяется во времени и может зависеть от сезонных факторов, что свидетельствует о наличии ковариантного сдвига в данных [8].

Также проведён анализ важности признаков, позволяющий определить параметры, оказывающие наибольшее влияние на вероятность возникновения дефектов железнодорожного пути. Полученные результаты демонстрируют перспективность применения методов машинного обучения для задач технической диагностики сложных инженерных систем и могут быть использованы при разработке интеллектуальных систем мониторинга железнодорожной инфраструктуры.
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