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В задачах дистанционного зондирования Земли (ДЗЗ) восстановление отсутствующих данных представляет собой некорректно поставленную обратную задачу. Детерминированные методы (IDW, PDE Telea) обеспечивают высокое качество восстановления по -метрикам, однако генерируют лишь точечные оценки без меры доверия. В задачах критического принятия решений это ведет к неконтролируемому распространению ошибок. [7]

Предложен переход к стохастической аппроксимации апостериорного распределения пикселей с извлечением пространственных карт неопределенности (Uncertainty Quantification, UQ) [1, 4]​. 
Пусть  — истинное многоспектральное изображение, а  — бинарная маска дефекта. Задача формулируется как сэмплирование из следующего распределения: 

, где  — наблюдаемые данные.

В качестве базовой архитектуры использована сверточная сеть Probabilistic U-Net [2], обучаемая на датасете EuroSAT (Sentinel-2, 3000 изображений) [3]. Для оценки модельной (эпистемической) неопределенности применен метод Monte Carlo Dropout [2].  На этапе аппроксимации апостериорного распределения параметров сети выполняется  стохастических прямых проходов при активированных слоях dropout, формируя ансамбль предсказаний .
Итоговая реконструкция  вычисляется как выборочное среднее по всему ансамблю: 



Ограничением классического MC Dropout в задачах регрессии является недооценка дисперсии относительно реальной ошибки. Для статистической согласованности применена пост-тренировочная калибровка (Variance Scaling) [5]:

где  — масштабный коэффициент, вычисляемый на валидационной выборке как отношение средней среднеквадратичной ошибки (MSE) к средней дисперсии ансамбля. Откалиброванная поэлементная дисперсия  интерпретируется как карта пространственной неопределенности (рис. 1а)

Оценка на независимой тестовой выборке (Mask-only evaluation) показала, что стохастический подход обеспечил качество сопоставимое с лучшим классическим методом — анизотропной диффузией (). В области облачности .
Корреляция между предсказанной дисперсией  и фактической ошибкой оценивалась методом кривых разрежения (Sparsification Curves) [5]. Ранжирование и исключение 20% пикселей с наибольшей предсказанной дисперсией (рис. 1б) приводит к снижению MSE на 22,2% (идеальный предел Oracle дает 75,8%). Нормализованная площадь ошибки (nAUSE) [6] составила что подтверждает способность модели локализовывать ошибки вдвое эффективнее случайного выбора. ​[1]

В отличие от детерминированных интерполяций, склонных к пересглаживанию структур, предложенный байесовский подход позволяет автоматически выделять участки с высоким риском ошибки для интеграции, учитывающих риски алгоритмов в конвейеры обработки ДЗЗ.
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Рис. 1. Результаты стохастического восстановления спутниковых снимков: а) визуальное сравнение методов реконструкции и извлеченная карта пространственной эпистемической неопределенности; б) кривая разрежения (Sparsification Curve), демонстрирующая корреляцию между предсказанной дисперсией и 
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