Дистилляция знаний как инструмент оптимизации компактных нейронных сетей для задач классификации изображений и распознавания русских фонем
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Разработка компактных нейронных сетей является одной из ключевых задач машинного обучения для сценариев с ограниченными вычислительными ресурсами. Существенный прогресс достигнут как в проектировании лёгких архитектур на основе глубинно-разделимых свёрток и механизмов адаптивного перераспределения признаков [1, 2], так и в методах дистилляции знаний [3]. Однако архитектурная оптимизация и стратегия дистилляции часто рассматриваются раздельно, хотя на практике они должны образовывать единый цикл проектирования.
В работе дистилляция знаний исследуется как часть процесса оптимизации компактной нейронной модели. На первом этапе рассматривается структурная оптимизация моделей для классификации изображений. Анализируется семейство свёрточных архитектур, совместно изучаются архитектурные решения и гиперпараметры обучения, дистилляция по логитам, контрастивный компонент функции потерь и последующее глобальное неструктурированное прореживание. Эксперименты на MNIST и CIFAR-10 показывают важность согласованной настройки архитектуры и режима обучения.
[bookmark: _GoBack]На втором этапе тот же принцип переносится на задачу распознавания русских фонем в CTC-постановке [4]. В качестве модели-учителя используется Wav2Vec2-CTC [5], а в качестве компактной модели-ученика — Conformer [6], работающий с 80-мерными мел-спектрограммами. Сопоставлены несколько стратегий дистилляции, включая базовое CTC-обучение, фильтрацию кадров без blank-метки, дистилляцию знаний на основе апостериорных вероятностей и мягкое взвешивание с учётом blank-символа.
Экспериментальные результаты показывают, что наилучшее качество достигается не самой сложной, а наиболее устойчивой схемой дистилляции. Лучшие результаты демонстрирует дистилляция знаний на основе апостериорных вероятностей, обеспечивающая PER 10.86% на валидационной выборке и 11.10% на тестовой выборке. Более сложные схемы временного выравнивания и адаптивного взвешивания в рассматриваемой постановке не превосходят базовый метод. Таким образом, структурная оптимизация и дистилляция знаний должны рассматриваться как единый процесс проектирования компактных моделей для ресурсно-ограниченных сценариев.
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