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В данной работе рассматривается метод Learning Fair Representations (LFR), направленный на снижение влияния чувствительных атрибутов за счёт преобразования признакового пространства [1].
Научная гипотеза. Предполагается, что применение метода Learning Fair Representations позволяет существенно снизить уровень алгоритмической дискриминации по защищённому признаку (в терминах метрик Statistical Parity Difference и Disparate Impact) при сохранении приемлемого уровня точности классификации.
Техническая постановка проблемы. Рассматривается задача бинарной классификации, в которой каждому объекту сопоставлены вектор признаков, целевая переменная и защищённый атрибут. Требуется построить модель, обеспечивающую высокую точность предсказаний и одновременно минимизирующую зависимость результата от защищённого признака. Стандартные алгоритмы оптимизируют метрики качества (например, Accuracy), игнорируя различия между группами, что приводит к статистическому неравенству. Для его оценки используются метрики Statistical Parity Difference и Disparate Impact. Таким образом, задача сводится к поиску преобразования данных, сохраняющего информативность признаков при снижении дискриминации.
Целью работы является исследование эффективности метода Learning Fair Representations для обеспечения справедливости в задачах машинного обучения. Для достижения цели решены следующие задачи: анализ теоретических основ fairness-aware машинного обучения; реализация алгоритма LFR на языке Python; подготовка и обработка данных (на основе датасета Census Income); обучение базовой модели классификации; применение LFR и обучение модели на преобразованных данных; сравнение результатов по метрикам Accuracy, Statistical Parity Difference и Disparate Impact; анализ компромисса между точностью и справедливостью.
Результаты. Проведённые эксперименты показали, что базовая модель демонстрирует значительное статистическое неравенство между группами. Применение метода LFR позволило существенно улучшить показатели справедливости: значение Disparate Impact было приведено в допустимый диапазон, а разница статистического паритета значительно снижена. При этом наблюдается умеренное снижение точности классификации, что отражает компромисс между качеством модели и её этическими свойствами. Дополнительно установлено, что влияние гиперпараметра справедливости носит нелинейный характер, что требует его настройки в практических задачах.
Таким образом, в работе показано, что метод Learning Fair Representations является эффективным инструментом снижения алгоритмической дискриминации. Полученные результаты подтверждают возможность интеграции методов обеспечения справедливости в существующие системы машинного обучения без критической потери качества. Практическая значимость заключается в применении предложенного подхода в системах поддержки принятия решений, где важно соблюдение принципов недискриминации.
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