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Проблемы экологии являются достаточно актуальными в современном мире. Например, вода играет большую роль во многих аспектах жизни человека, поэтому контроль ее качества является важной задачей. Одними из самых опасных загрязнителей воды являются тяжелые металлы, которые могут вызывать различные заболевания при попадании в организм человека [5, 6, 8, 10]. Тяжелые металлы могут попадать в воду в результате природных процессов (выветривание горных пород, вулканическая активность) или в результате человеческой деятельности (выбросы промышленных предприятий). В водной среде тяжелые металлы обычно находятся в форме ионов, поэтому задача определения типа и концентрации ионов тяжелых металлов в воде является важной для экологического мониторинга.
Наиболее точными методами определения химического состава растворов являются традиционные химико-аналитические методы. Однако, подобные способы определения концентраций растворенных в воде веществ обладают существенными недостатками: длительное время анализа, необходимость в хорошей подготовке образцов, расход дорогостоящих реагентов и необходимость наличия квалифицированного персонала. Для экологического мониторинга данный подход неприменим, поэтому в качестве альтернативы рассматриваются методы оптической спектроскопии: спектры растворов можно получить быстро, бесконтактно, относительно дешево и без специальной подготовки образцов. В частности, в настоящей работе дистанционное экспресс-определение концентраций ионов тяжелых металлов в воде осуществляется с помощью лазерной спектроскопии комбинационного рассеяния света и спектроскопии поглощения. Однако применение методов оптической спектроскопии ограничиваются используемыми математическими методами анализа спектров. В настоящее время не существует адекватной математической модели, описывающей спектры многокомпонентных растворов. Одним из немногих способов решения таких задач является применение методов машинного обучения, в частности нейронных сетей, поскольку одной из их особенностей является способность к обучению в отсутствии априорной информации о виде искомой зависимости [1, 2, 3, 4]. 
Существует несколько подходов к повышению качества решения подобных обратных задач. Одним из известных способов является использование алгоритмического комплексирования, основная идея которого заключается в совместном использовании большого количества разнородных предикторов. В этом случае отдельно взятые алгоритмы могут работать не очень хорошо, но в группе дать ощутимый прирост качества решения по сравнению с составляющими ее предикторами. Существует множество способов построения ансамблей моделей, например, в рамках однородного комитета, комитета со взвешиванием, с применением мета-модели в рамках подхода Stacked Generalization (стекинг) [9], или использование таких концепций как Boosting (бустинг) [11] и Bagging (бэггинг) [7].

Данная работа посвящена исследованию комплексирования алгоритмов машинного обучения при решении обратной задачи спектроскопического определения концентраций ионов тяжёлых металлов в растворах.
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